
G-E VAL : G PT -4を用いたNLG評価とより良い人間アライメント

楊 劉 伊 伊 陽 徐 周 周 周 周 忠

マイクロソフト認知サービス研究{yaliu10、イテダン、イクク

ス、スフオウ、ルオックス、チェズフ}@microsoft.com

自然言語生成(NLG)システムによって生成さ

れたテキストの品質を自動的に測定すること

は困難である。BLEU や ROUGE などの従来の

参照ベースの指標は、特に創造性と多様性を

必要とするタスクにおいて、人間の判断との

相関が比較的低いことが示されている。最近

の研究では、大規模言語モデル(LLM)をNLG評

価のための参照不要なメトリクスとして使用

することが提案されており、これは人間の参

照を欠いた新しいタスクに適用できるという

利点がある。しかし、これらのLLMベースの

評価者は、中規模のニューラル評価者よりも

まだ人間の対応関係が低い。本研究では、大

規模言語モデルと思考連鎖(CoT)、およびフ

ォームフィリングパラダイムを用いて、NLG

出力の品質を評価するフレームワークである

G-E VALを紹介する。テキスト要約と対話生

成の2つの生成タスクで実験を行う。GPT-4を

バックボーンモデルとしたG-E VALは、要約

タスクにおいて、人間と0.514のスピアマン

相関を達成し、全ての先行手法を大きく上回

る性能を示すことを示す。また、LLMベース

の評価者の動作に関する分析を提案し、LLM

が生成するテキストに偏りを持つLLMベース

の評価者の潜在的な懸念を強調する。

自然言語生成システムの品質を評価することは、

大規模言語モデルが高品質で多様なテキストを生

成でき、人間が書いたテキストと区別がつかない

ことが多い場合でも、困難な問題である(Ouyang e

t al.、2022)。BLEU (Papineni et al., 2002), R

OUGE (Lin, 2004), METEOR (Banerjee and Lavie,

 2005) などの従来の自動評価指標は、NLG評価に

広く用いられているが、以下のことが示されてい
る。

は、特にオープンエンドの生成タスクにおいて、

人間の判断との相関が比較的低いことがわかる。

さらに、これらのメトリクスは関連する参照出力

を必要とし、これは新しいタスクのために収集す

るためにコストがかかる。最近の研究では、LLM

を参照不要のNLG評価器として直接使用すること

が提案されている(Fu et al., 2023; Wang et al

., 2023)。LLMは高品質で流暢なテキストに高い

確率を割り当てることを学習したと仮定し、参照

対象がない場合の生成確率に基づいて候補出力を

スコアリングするアイデアである。しかし、LLM

をNLG評価器として使用することの妥当性・信頼

性については、体系的に検討されていない。また

、メタ評価では、これらのLLMベースの評価者は

、中規模のニューラル評価者よりも依然として人

間の対応関係が低いことが示されている(Zhong e

t al.、2022)。したがって、LLMをNLG評価に利用

するための、より効果的で信頼性の高いフレーム

ワークが必要である。本論文では、LLM with cha

in-of-thoughts (CoT) (Wei et al., 2022) を用

いて生成テキストの品質を形埋めパラダイムで評

価するフレームワーク、G-E VAL を提案する。タ

スクの紹介と評価基準をプロンプトとしてのみ与

えることで、LLMに詳細な評価ステップのCoTを生

成するよう依頼する。次に、生成されたCoTとと

もにプロンプトを使用して、NLGの出力を評価す

る。評価者の出力は、フォームとしてフォーマッ

トされています。さらに、出力された評価トーク

ンの確率を利用して、最終的な指標を洗練させる

ことができる。我々は、2つのNLGタスク(テキス

ト要約と対話生成)の3つのメタ評価ベンチマーク

について広範な実験を行った。この結果から、G-

E VAL は既存の NLG 評価器と人間の評価との相

関において、大きなマージンをもって上回ること

ができることがわかる。最後に、LLMベースの評

価者の動作に関する分析を行い、LLMベースの評

価者がLLM生成テキストに偏りを持つという潜在

的な問題を浮き彫りにする。
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Abstract

The quality of texts generated by natural lan-
guage generation (NLG) systems is hard to
measure automatically. Conventional reference-
based metrics, such as BLEU and ROUGE,
have been shown to have relatively low cor-
relation with human judgments, especially for
tasks that require creativity and diversity. Re-
cent studies suggest using large language mod-
els (LLMs) as reference-free metrics for NLG
evaluation, which have the benefit of being ap-
plicable to new tasks that lack human refer-
ences. However, these LLM-based evaluators
still have lower human correspondence than
medium-size neural evaluators. In this work,
we present G-EVAL, a framework of using
large language models with chain-of-thoughts
(CoT) and a form-filling paradigm, to assess the
quality of NLG outputs. We experiment with
two generation tasks, text summarization and
dialogue generation. We show that G-EVAL
with GPT-4 as the backbone model achieves a
Spearman correlation of 0.514 with human on
summarization task, outperforming all previous
methods by a large margin. We also propose
analysis on the behavior of LLM-based eval-
uators, and highlight the potential concern of
LLM-based evaluators having a bias towards
the LLM-generated texts. 1

1 Introduction

Evaluating the quality of natural language genera-
tion systems is a challenging problem even when
large language models can generate high-quality
and diverse texts that are often indistinguishable
from human-written texts (Ouyang et al., 2022).
Traditional automatic metrics, such as BLEU (Pap-
ineni et al., 2002), ROUGE (Lin, 2004), and ME-
TEOR (Banerjee and Lavie, 2005), are widely used
for NLG evaluation, but they have been shown to

1https://github.com/nlpyang/geval

have relatively low correlation with human judg-
ments, especially for open-ended generation tasks.
Moreover, these metrics require associated refer-
ence output, which is costly to collect for new tasks.

Recent studies propose directly using LLMs as
reference-free NLG evaluators (Fu et al., 2023;
Wang et al., 2023). The idea is to use the LLMs to
score the candidate output based on its generation
probability without any reference target, under the
assumption that the LLMs have learned to assign
higher probabilities to high-quality and fluent texts.
However, the validity and reliability of using LLMs
as NLG evaluators have not been systematically in-
vestigated. In addition, meta-evaluations show that
these LLM-based evaluators still have lower human
correspondence than medium-size neural evalua-
tors (Zhong et al., 2022). Thus, there is a need for
a more effective and reliable framework for using
LLMs for NLG evaluation.

In this paper, we propose G-EVAL, a framework
of using LLMs with chain-of-thoughts (CoT) (Wei
et al., 2022) to evaluate the quality of generated
texts in a form-filling paradigm. By only feeding
the Task Introduction and the Evaluation Criteria
as a prompt, we ask LLMs to generate a CoT of
detailed Evaluation Steps. Then we use the prompt
along with the generated CoT to evaluate the NLG
outputs. The evaluator output is formatted as a
form. Moreover, the probabilities of the output
rating tokens can be used to refine the final met-
ric. We conduct extensive experiments on three
meta-evaluation benchmarks of two NLG tasks:
text summarization and dialogue generation. The
results show that G-EVAL can outperform existing
NLG evaluators by a large margin in terms of corre-
lation with human evaluations. Finally, we conduct
analysis on the behavior of LLM-based evaluators,
and highlight the potential issue of LLM-based
evaluator having a bias towards the LLM-generated
texts.
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記事 ポール・メールは、トーテンハム・ミッドフィ

ーダーが登場した後、Andros Townsendとの任期をス

タートさせ、バーンズリーでの0-0ドローはわずか7分
しか残っていない・・・・・・。

ニュース記事の要約を1つ渡します。あなたの仕

事は、1つの指標で要約を評価することです。

まとめ:Paul mersonは、彼のチームの0-0ドローにわ

ずか7分しか残り、バーンリーで呼ばれた・・・・・
・。

全文の集合的な品質に対する一貫性(1-5)。この次元

は、構造と首尾一貫性というDUCの品質問題と整合し
ている。

図1:G-E VALの全体的なフレームワーク.まず、タスクの紹介と評価基準をLLMに入力し、詳細な評価ステ

ップのCoTを生成するよう依頼する。次に、生成されたCoTとともにプロンプトを使用し、フォームフィ

リングパラダイムでNLG出力を評価する。最後に、出力スコアの確率加重和を最終的なスコアとする。

1. LLMベースのメトリクスは、特に対話応答生

成のようなオープンエンドで創造的なNLGタス

クにおいて、人間の品質判断との相関の点で、

一般的にリファレンスベースやリファレンスフ

リーのベースラインメトリクスを凌駕する。

2. LLMベースのメトリクスは指示やプロンプト

に敏感であり、思考の連鎖はより多くの文脈と

ガイダンスを提供することによってLLMベースの

評価者のパフォーマンスを向上させることがで
きる。

3. LLMベースのメトリクスは、離散スコアをそれ

ぞれのトークン確率で再重み付けすることで、よ

りきめ細かい連続スコアを提供することができる

。

4. LLMベースのメトリクスは、人間が書いたテ

キストよりもLLMが生成したテキストを好むとい

う潜在的な問題があり、LLMベースのメトリクス

を自己改善のための報酬信号として使用した場

合、LLMの自己強化につながる可能性がある。

G-E VAL はプロンプトベースの評価器であり

、主に 3 つの要素からなる。1) 評価タスク

の定義と望ましい評価基準を含むプロンプト

、2) 詳細な評価ステップを記述するLLMによ

って生成された中間命令のセットである思考

の連鎖(CoT)、3) LLMを呼び出し、リターント

ークンの確率に基づいてスコアを計算するス

コアリング関数、である。

自然言語処理による評価のプロンプト 評価

タスクと希望する評価基準を定義する自然言

語による指示である。例えば、テキスト要約

の場合、プロンプトは次のようになる。

ニュース記事の要約を1つ渡します。あ

なたの仕事は、1つの指標で要約を評価

することです。

これらの説明をよく読んで、理解した

上でください。この文書は、レビュー

中は自由に保管し、必要に応じて参照

してください。

プロンプトにはカスタマイズされた評価も含まれていなければなりません。



Auto
CoT

Task Introduction

You will be given one summary written for a news 
article. Your task is to rate the summary on one 
metric ……

Evaluation Criteria

Coherence (1-5) -  the collective quality of all 
sentences. We align this dimension with the DUC 
quality question of structure and coherence ……

Evaluation Steps

1.  Read the news article carefully and identify the 
main topic and key points.
2.  Read the summary and compare it to the news 
article. Check if the summary covers the main topic 
and key points of the news article, and if it presents 
them in a clear and logical order.
3.  Assign a score for coherence on a scale of 1 to 
10, where 1 is the lowest and 5 is the highest based 
on the Evaluation Criteria.

Input Context

Article: Paul Merson has restarted his row with 
Andros Townsend after the Tottenham midfielder 
was brought on with only seven minutes remaining 

in his team 's 0-0 draw with Burnley on ……

Input Target

Summary: Paul merson was brought on with only 
seven minutes remaining in his team 's 0-0 draw 
with burnley ……

Evaluation Form (scores ONLY):

- Coherence:

Weighted Summed Score: 2.59

G-Eval

0

0.2

0.4

0.6

1 2 3 4 5

Figure 1: The overall framework of G-EVAL. We first input Task Introduction and Evaluation Criteria to the LLM,
and ask it to generate a CoT of detailed Evaluation Steps. Then we use the prompt along with the generated CoT to
evaluate the NLG outputs in a form-filling paradigm. Finally, we use the probability-weighted summation of the
output scores as the final score.

To summarize, our main contributions in this
paper are:

1. LLM-based metrics generally outperform
reference-based and reference-free baseline
metrics in terms of correlation with human
quality judgments, especially for open-ended
and creative NLG tasks, such as dialogue re-
sponse generation.

2. LLM-based metrics are sensitive to the in-
structions and prompts, and chain-of-thought
can improve the performance of LLM-based
evaluators by providing more context and
guidance.

3. LLM-based metrics can provide a more fine-
grained continuous score by re-weighting the
discrete scores by their respective token prob-
abilities.

4. LLM-based metrics have a potential issue of
preferring LLM-generated texts over human-
written texts, which may lead to the self-
reinforcement of LLMs if LLM-based metrics
are used as the reward signal for improving
themselves.

2 Method

G-EVAL is a prompt-based evaluator with three
main components: 1) a prompt that contains the def-
inition of the evaluation task and the desired evalu-
ation criteria, 2) a chain-of-thoughts (CoT) that is
a set of intermediate instructions generated by the
LLM describing the detailed evaluation steps, and
3) a scoring function that calls LLM and calculates
the score based on the probabilities of the return
tokens.

Prompt for NLG Evaluation The prompt is a
natural language instruction that defines the evalu-
ation task and the desired evaluation criteria. For
example, for text summarization, the prompt can
be:

You will be given one summary written
for a news article. Your task is to rate
the summary on one metric.

Please make sure you read and under-
stand these instructions carefully. Please
keep this document open while reviewing,
and refer to it as needed.

The prompt should also contain customized eval-



また、首尾一貫性、簡潔性、文法など、さまざま

なNLGタスクの評価基準も満たしています。例え

ば、テキスト要約の一貫性を評価するために、プ

ロンプトに以下の内容を追加する。

全文の集合的な品質に対する一貫性(

1-5)。この次元は、構造と一貫性に

関するDUCの品質問題と整合しており

、「要約はよく構成され、よく組織

されるべきである」と述べている。

要約は単に関連情報の山であるだけ

でなく、文から文、トピックに関す

る首尾一貫した情報の体系へと構築

されるべきである。"

フォームフィリングパラダイムで直接評価タ

スクを実行する。例えば、テキスト要約の一

貫性を評価するために、プロンプト、CoT、

ニュース記事、要約を連結し、定義された基

準に基づいて、各評価側面について1から5ま

でのスコアを出力するLLMを呼び出します。

しかし、この直接採点関数には2つの問題が

あることに気がつく。

1. ある評価課題では、通常1桁の数字が点数の

分布を支配し、1 5スケールの場合は3桁の数字

が中心となります。これは、スコアの分散が小

さく、人間の判断との相関が低いことにつなが

る可能性がある。

2. LLMは通常、プロンプトが明示的に小数点以

下を要求しても、整数スコアを出力するだけで

ある。これは、生成されたテキスト間の微妙な

違いを捉えていない評価スコアに多くの関連性
をもたらす。

Auto Chain-of-Thoughts for NLG Evaluation Co

T(思考の連鎖)は、テキスト生成プロセス中にLLM

によって生成される中間表現のシーケンスである

。評価タスクの場合、いくつかの基準では単純な

定義を超えたより詳細な評価指示が必要であり、

各タスクのためにそのような評価ステップを手動

で設計するのは時間がかかる。LLMはこのような

評価ステップを単独で生成できることがわかった

。CoTは、生成されたテキストを評価するためのL

LMのためのより多くのコンテキストとガイダンス

を提供することができ、また、評価プロセスと結

果を説明するのに役立つことができる。例えば、

テキスト要約の一貫性を評価するために、プロン

プトに「評価ステップ:」の行を追加し、LLMに以

下のCoTを自動生成させる。

これらの問題を解決するために、我々はLLMからの出

力トークンの確率を用いてスコアを正規化し、それ

らの重み付き和を最終結果として取ることを提案す

る。形式的には、プロンプトS = {s1, s2, --, sn }
であらかじめ定義されたスコア(1から5まで)の集合

が与えられたとき、各スコアp(si )の確率はLLMによ

って計算され、最終スコアは以下の通りである。

1. ニュース記事を注意深く読み、主な

トピックとキーポイントを特定する。

この方法は、生成されたテキストの品質と多様性

をよりよく反映した、よりきめ細かい連続的なス

コアを得ることができる。

2. まとめを読み、ニュース記事と比較す

る。概要がニュース記事のメイントピック

とキーポイントをカバーしているかどうか

、そして、それらを明確かつ論理的な順序

で提示しているかどうかを確認する。

3. 3. コヒーレンスのスコア

を1～5で設定する(1が最低、5

が最高)。

スコアリング関数 スコアリング関数は、設計され

たプロンプト、自動CoT、入力コンテキスト、評価

する必要のあるターゲットテキストでLLMを呼び出

します。G-E VALは、ターゲットテキストを生成す

る条件付き確率を評価指標とするGPTScore (Fu et

 al., 2023)とは異なり、

Zhongら(2022)に従い、要約と対話応答生成の2

つのNLGタスクのSummEval、Topical-Chat、QAGS

の3つのベンチマークで評価者をメタ評価した。

LLMにはOpenAIのGPTファミリーをGPT-3.5(text-d

avinci-003)、GPT-4などで使用しています。GPT-

3.5では、モデルの決定性を高めるために復号温

度を0に設定しました。GPT-4では、トークン確率

の出力をサポートしていないため、'n = 20, tem

perature = 1, top p = 1'を設定し、20回サンプ

リングしてトークン確率を推定しています。



uation criteria for different NLG tasks and, such as
coherence, conciseness, or grammar. For example,
for evaluating coherence in text summarization, we
add the following content to the prompt:

Evaluation Criteria:

Coherence (1-5) - the collective quality
of all sentences. We align this dimen-
sion with the DUC quality question of
structure and coherence whereby ”the
summary should be well-structured and
well-organized. The summary should not
just be a heap of related information, but
should build from sentence to sentence
to a coherent body of information about
a topic.”

Auto Chain-of-Thoughts for NLG Evaluation
The chain-of-thoughts (CoT) is a sequence of in-
termediate representations that are generated by
the LLM during the text generation process. For
evaluation tasks, some criteria need a more detailed
evaluation instruction beyond the simple definition,
and it is time-consuming to manually design such
evaluation steps for each task. We find that LLM
can generate such evaluation steps by itself. The
CoT can provide more context and guidance for the
LLM to evaluate the generated text, and can also
help to explain the evaluation process and results.
For example, for evaluating coherence in text sum-
marization, we add a line of “Evaluation Steps:” to
the prompt and let LLM to generate the following
CoT automatically:

1. Read the news article carefully and
identify the main topic and key points.

2. Read the summary and compare it to
the news article. Check if the summary
covers the main topic and key points of
the news article, and if it presents them
in a clear and logical order.

3. Assign a score for coherence on a
scale of 1 to 5, where 1 is the lowest and
5 is the highest based on the Evaluation
Criteria.

Scoring Function The scoring function calls the
LLM with the designed prompt, auto CoT, the input
context and the target text that needs to be evalu-
ated. Unlike GPTScore (Fu et al., 2023) which uses
the conditional probability of generating the tar-
get text as an evaluation metric, G-EVAL directly

performs the evaluation task with a form-filling
paradigm. For example, for evaluating coherence
in text summarization, we concatenate the prompt,
the CoT, the news article, and the summary, and
then call the LLM to output a score from 1 to 5
for each evaluation aspect, based on the defined
criteria.

However, we notice this direct scoring function
has two issues:

1. For some evaluation tasks, one digit usually
dominates the distribution of the scores, such
as 3 for a 1 - 5 scale. This may lead to the low
variance of the scores and the low correlation
with human judgments.

2. LLMs usually only output integer scores, even
when the prompt explicitly requests decimal
values. This leads to many ties in evaluation
scores which do not capture the subtle differ-
ence between generated texts.

To address these issues, we propose using the
probabilities of output tokens from LLMs to nor-
malize the scores and take their weighted summa-
tion as the final results. Formally, given a set of
scores (like from 1 to 5) predefined in the prompt
S = {s1, s2, ..., sn}, the probability of each score
p(si) is calculated by the LLM, and the final score
is:

score =

n∑
i=1

p(si)× si (1)

This method obtains more fine-grained, continu-
ous scores that better reflect the quality and diver-
sity of the generated texts.

3 Experiments

Following Zhong et al. (2022), we meta-evaluate
our evaluator on three benchmarks, SummEval,
Topical-Chat and QAGS, of two NLG tasks, sum-
marization and dialogue response generation.

3.1 Implementation Details
We use OpenAI’s GPT family as our LLMs, includ-
ing GPT-3.5 (text-davinci-003) and GPT-4. For
GPT-3.5, we set decoding temperature to 0 to in-
crease the model’s determinism. For GPT-4, as it
does not support the output of token probabilities,
we set ‘n = 20, temperature = 1, top p = 1’ to
sample 20 times to estimate the token probabilities.
We use G-EVAL-4 to indicate G-EVAL with GPT-4



表 1: SummEval ベンチマークにおける各メトリクスのサマリーレベルのスピアマン(ρ)およびケンドール-タウ(

τ)相関。確率のないG-E VAL(イタリック体)は、τに関する他の指標との公正な比較として考えるべきでない、な

ぜなら、それはスコアに多くの関連性をもたらすからである。この結果、Kendall-Tau相関は高くなりますが、真

の評価能力を公平に反映するものではありません。詳細はセクション 4 を参照されたい。

GPT-4をバックボーンモデルとしたG-E VALをG-E 

VAL -4、GPT-3.5をバックボーンモデルとしたG-E

 VALをG-E VAL -3.5と表記する。各タスクのプロ

ンプトの例は付録のとおりである。

G-E VAL と人間の判断の相関を測定するために

、3 つのメタ評価ベンチマークを採用した。

SummEval (Fabbri et al., 2021) は、要約

のための異なる評価方法を比較するベンチマ

ークである。各要約の4つの側面(流暢さ、一

貫性、一貫性、関連性)について、人間の評

価を与える。CNN/DailyMailデータセット(He

rmann et al.,2015)を基に構築されている。

Topical-Chat (Mehri and Eskenazi, 2020) 

は、知識を用いた対話応答生成システムにお

いて、異なる評価者をメタ評価するためのテ

ストベッドである。我々は(Zhong et al., 20

22)に従って、自然さ、首尾一貫性、魅力、接

地性の4つの側面で人間の評価を使用する。

QAGS (Wang et al., 2020) は、要約タスクにお

ける幻覚を評価するためのベンチマークである

。2つの異なる要約データセットにおける要約の

一貫性の次元を測定することを目的とする。

G-E VAL を、最先端の性能を達成した様々な評

価者と比較評価した。

BERT (Devlin et al., 2019) の文脈埋め込みに

基づく2つのテキスト間の類似性。

BERTScoreは、より頑健な類似性指標を得るため

に、ソフトアライメントと新しい集計方法を追加

することで、BERTScoreを拡張した。

uatorは、事前に学習したエンコーダ・デコーダモ

デルBARTの平均尤度で評価する(Lewis et al.、20

20)。ソースとターゲットのフォーマットによって

、異なるスコアを予測することができます。

Wang et al., 2020)は、生成された要約の事

実上の一貫性を測定する2つの評価者である

。FactCC は、要約がソース文書と一致する

かどうかを予測する BERT ベースの分類器で

す。QAGSは質問応答ベースの評価者であり、

要約から質問を生成し、その回答が原文に記

載されているかどうかを チェックします。

は、対話応答生成を様々な角度から評価するもの

である。ターゲットの回答ごとに異なるスコアを

割り当てるバージョンがいくつかあります。

テキスト生成の様々な側面をQAタスクとして評価することができる。



Metrics
Coherence Consistency Fluency Relevance AVG
ρ τ ρ τ ρ τ ρ τ ρ τ

ROUGE-1 0.167 0.126 0.160 0.130 0.115 0.094 0.326 0.252 0.192 0.150
ROUGE-2 0.184 0.139 0.187 0.155 0.159 0.128 0.290 0.219 0.205 0.161
ROUGE-L 0.128 0.099 0.115 0.092 0.105 0.084 0.311 0.237 0.165 0.128
BERTScore 0.284 0.211 0.110 0.090 0.193 0.158 0.312 0.243 0.225 0.175
MOVERSscore 0.159 0.118 0.157 0.127 0.129 0.105 0.318 0.244 0.191 0.148
BARTScore 0.448 0.342 0.382 0.315 0.356 0.292 0.356 0.273 0.385 0.305
UniEval 0.575 0.442 0.446 0.371 0.449 0.371 0.426 0.325 0.474 0.377
GPTScore 0.434 – 0.449 – 0.403 – 0.381 – 0.417 –
G-EVAL-3.5 0.440 0.335 0.386 0.318 0.424 0.347 0.385 0.293 0.401 0.320

- Probs 0.359 0.313 0.361 0.344 0.339 0.323 0.327 0.288 0.346 0.317
G-EVAL-4 0.582 0.457 0.507 0.425 0.455 0.378 0.547 0.433 0.514 0.418

- Probs 0.560 0.472 0.501 0.459 0.438 0.408 0.511 0.444 0.502 0.446
- CoT 0.564 0.454 0.493 0.413 0.403 0.334 0.538 0.427 0.500 0.407

Table 1: Summary-level Spearman (ρ) and Kendall-Tau (τ ) correlations of different metrics on SummEval bench-
mark. G-EVAL without probabilities (italicized) should not be considered as a fair comparison to other metrics on τ ,
as it leads to many ties in the scores. This results in a higher Kendall-Tau correlation, but it does not fairly reflect
the true evaluation ability. More details are in Section 4.

as the backbone model, and G-EVAL-3.5 to indi-
cate G-EVAL with GPT-3.5 as the backbone model.
Example prompts for each task are provided in the
Appendix.

3.2 Benchmarks

We adopt three meta-evaluation benchmarks to
measure the correlation between G-EVAL and
human judgments.

SummEval (Fabbri et al., 2021) is a bench-
mark that compares different evaluation methods
for summarization. It gives human ratings
for four aspects of each summary: fluency,
coherence, consistency and relevance.
It is built on the CNN/DailyMail dataset (Hermann
et al., 2015)

Topical-Chat (Mehri and Eskenazi, 2020)
is a testbed for meta-evaluating different
evaluators on dialogue response generation
systems that use knowledge. We follow (Zhong
et al., 2022) to use its human ratings on
four aspects: naturalness, coherence,
engagingness and groundedness.

QAGS (Wang et al., 2020) is a benchmark
for evaluating hallucinations in the summarization
task. It aims to measure the consistency
dimension of summaries on two different
summarization datasets.

3.3 Baselines

We evaluate G-EVAL against various evaluators
that achieved state-of-the-art performance.

BERTScore (Zhang et al., 2019) measures the
similarity between two texts based on the contextu-
alized embedding from BERT (Devlin et al., 2019).

MoverScore (Zhao et al., 2019) improves
BERTScore by adding soft alignments and new
aggregation methods to obtain a more robust simi-
larity measure.

BARTScore (Yuan et al., 2021) is a unified eval-
uator which evaluate with the average likelihood
of the pretrained encoder-decoder model, BART
(Lewis et al., 2020). It can predict different scores
depending on the formats of source and target.

FactCC and QAGS (Kryściński et al., 2020;
Wang et al., 2020) are two evaluators that measure
the factual consistency of generated summaries.
FactCC is a BERT-based classifier that predicts
whether a summary is consistent with the source
document. QAGS is a question-answering based
evaluator that generates questions from the sum-
mary and checks if the answers can be found in the
source document.

USR (Mehri and Eskenazi, 2020) is evaluator
that assess dialogue response generation from dif-
ferent perspectives. It has several versions that
assign different scores to each target response.

UniEval (Zhong et al., 2022) is a unified evalua-
tor that can evaluate different aspects of text gen-



これは、事前に学習されたT5モデル(Raffel et al

., 2020)を用いて、評価タスク、ソース、ターゲ

ットテキストを質問と回答として符号化し、評価

スコアとしてQAスコアを計算するものである。ま

た、質問形式を変更することで、異なる評価タス

クを扱うことができます。GPTScore (Fu et al., 

2023) は、GPT-3 のような生成的な事前学習モデ

ルでテキストを評価する新しいフレームワークで

ある。これは、生成的な事前学習モデルが、与え

られた指示と文脈に従って高品質の生成テキスト

の確率を高く割り当てることを想定している。G-E

 VALとは異なり、GPTScoreは評価タスクをフォー

ムフィリング問題ではなく、条件付き生成問題と

して定式化する。

要約レベルのスピアマン相関とケンドール・タ

ウ相関を用いて、Zhongら(2022)と同じアプロ

ーチで、異なる要約指標を評価する。表 1 の

前半は、モデル出力と参照テキストの意味的類

似性を比較したメトリクスの結果である。これ

らのメトリクスは、ほとんどの次元で低いパフ

ォーマンスを示す。第二部では、人間の要約品

質評価からニューラルネットワークを用いて学

習するメトリクスの結果を示す。これらのメト

リクスは、類似性ベースのメトリクスよりも相

関が高く、要約の評価においてより信頼性が高

いことが示唆される。表1の最後の部分はGPTベ

ースの評価者に対応し、GPTスコアも要約テキ

ストの評価にGPTを使用するが、与えられたタ

ーゲットの条件付き確率に依存する。G-E VAL

は、SummEvalベンチマークにおいて、これまで

の最先端評価者を大幅に上回る性能を示した。

G-E VAL -4 は G-E VAL -3.5 と比較して、ス

ピアマン相関、ケンドール-タウ相関ともに非

常に高い人 間対応性を達成しており、GPT-4 

のモデルサイズが大きいことが要約評価に有効

であることが示された。G-E VALもGPTScoreを

いくつかの次元で上回り、単純なフォームフィ

リングパラダイムの有効性を実証している。

我々は、Mehri and Eskenazi (2020)のTopical-chatベン

チマークを使用して、対話応答の品質に関する人間の評価

と異なる評価者がどの程度一致しているかを測定する。ダ

イアログの各ターンについて、ピアソン相関とスピアマン

相関を計算します。表2より、類似度ベースのメトリクス

は、回答がどの程度魅力的で根拠があるかについては人間

と良い一致を示すが、他の側面については一致しないこと

がわかる。

学習型評価者に関しては、G-E VAL の前に、U

niEval はあらゆる側面で人間の判断と最も一

致するスコアを予測する。前節で示したよう

に、G-E VAL も Topical-Chat ベンチマーク

において、これまでの最先端評価器を大幅に

上回っている。注目すべきは、G-E VAL -3.5

がG-E VAL -4でも同様の結果を達成できるこ

とである。これは、このベンチマークがG-E V

ALモデルに対して比較的容易であることを示
している。

高度なNLGモデルはしばしば文脈入力と一致しな

いテキストを生成し(Cao et al., 2018)、最近の

研究では、強力なLLMでさえも幻覚の問題に悩ま

されていることが判明している。このことは、要

約における一貫性アスペクトを測定するための評

価器を設計するための最近の研究の動機付けとな

る(Kryściński et al., 2020; Wang et al., 20

20; Cao et al., 2020; Durmus et al., 2020)。

QAGSメタ評価ベンチマークをテストした。このベ

ンチマークには2つの異なる要約データセットが

含まれている。CNN/DailyMailとXSum (Narayan e

t al., 2018) 表3は、BARTScoreがより抽出的な

サブセット(QAGS-CNN)では良好なパフォーマンス

を示すが、より抽象的なサブセット(QAGS-Xsum)

では低い相関を持つことを示している。UniEval

は、データの両サブセットで良好な相関がある。

G-E VAL -4 は、QAGS において、QAGS-Xsum にお

いて、すべての最先端評価者を平均して上回り、

大きなマージンを獲得している。一方、G-E VAL 

-3.5 はこのベンチマークで良好な結果を得るこ

とができず、整合性が LLM の容量に敏感である

ことがわかる。この結果は、表1と一致する。

G-E VALはLLMベースの出力を好むか?LLMを評価

者として使用する際の懸念点として、人間が書

いた高品質のテキストよりも、LLM自身が生成し

た出力を好む可能性があることが挙げられます

。この問題を調べるために、要約タスクの実験

を行い、LLM生成要約と人間が書いた要約の評価

スコアを比較する。Zhang et al. (2023)で収集

されたデータセットを使用し、まずフリーラン

スの書き手にニュース記事の高品質な要約を書

くよう依頼し、次にアノテーターに人間が書い

た要約とLLMが生成した要約を比較するよう依頼

する(GPT-3.5、text-davinci003を使用)。



eration as QA tasks. It uses a pretrained T5 model
(Raffel et al., 2020) to encode the evaluation task,
source and target texts as questions and answers,
and then computes the QA score as the evaluation
score. It can also handle different evaluation tasks
by changing the question format.

GPTScore (Fu et al., 2023) is a new framework
that evaluates texts with generative pre-training
models like GPT-3. It assumes that a generative
pre-training model will assign a higher probability
of high-quality generated text following a given in-
struction and context. Unlike G-EVAL, GPTScore
formulates the evaluation task as a conditional gen-
eration problem instead of a form-filling problem.

3.4 Results for Summarization
We adopt the same approach as Zhong et al. (2022)
to evaluate different summarization metrics using
summary-level Spearman and Kendall-Tau corre-
lation. The first part of Table 1 shows the results
of metrics that compare the semantic similarity
between the model output and the reference text.
These metrics perform poorly on most dimensions.
The second part shows the results of metrics that
use neural networks to learn from human ratings of
summary quality. These metrics have much higher
correlations than the similarity-based metrics, sug-
gesting that they are more reliable for summariza-
tion evaluation.

In the last part of Table 1 which corresponds to
GPT-based evaluators, GPTScore also uses GPTs
for evaluating summarization texts, but relies on
GPT’s conditional probabilities of the given tar-
get. G-EVAL substantially surpasses all previous
state-of-the-art evaluators on the SummEval bench-
mark. G-EVAL-4 achieved much higher human
correspondence compared with G-EVAL-3.5 on
both Spearman and Kendall-Tau correlation, which
indicates that the larger model size of GPT-4 is
beneficial for summarization evaluation. G-EVAL

also outperforms GPTScore on several dimension,
demonstrating the effectiveness of the simple form-
filling paradigm.

3.5 Results for Dialogue Generation
We use the Topical-chat benchmark from Mehri
and Eskenazi (2020) to measure how well differ-
ent evaluators agree with human ratings on the
quality of dialogue responses. We calculate the
Pearson and Spearman correlation for each turn
of the dialogue. Table 2 shows that similarity-
based metrics have good agreement with humans

on how engaging and grounded the responses
are, but not on the other aspects. With respect
to the learning-based evaluators, before G-EVAL,
UniEval predicts scores that are most consistent
with human judgments across all aspects.

As shown in the last part, G-EVAL also substan-
tially surpasses all previous state-of-the-art eval-
uator on the Topical-Chat benchmark. Notably,
the G-EVAL-3.5 can achieve similar results with
G-EVAL-4. This indicates that this benchmark is
relatively easy for the G-EVAL model.

3.6 Results on Hallucinations

Advanced NLG models often produce text that
does not match the context input (Cao et al., 2018),
and recent studies find even powerful LLMs also
suffer from the problem of hallucination. This
motivates recent research to design evaluators for
measuring the consistency aspect in summa-
rization (Kryściński et al., 2020; Wang et al.,
2020; Cao et al., 2020; Durmus et al., 2020). We
test the QAGS meta-evaluation benchmark, which
includes two different summarization datasets:
CNN/DailyMail and XSum (Narayan et al., 2018)
Table 3 shows that BARTScore performs well on
the more extractive subset (QAGS-CNN), but has
low correlation on the more abstractive subset
(QAGS-Xsum). UniEval has good correlation on
both subsets of the data.

On average, G-EVAL-4 outperforms all state-of-
the-art evaluators on QAGS, with a large margin
on QAGS-Xsum. G-EVAL-3.5, on the other hand,
failed to perform well on this benchmark, which
indicates that the consistency aspect is sensitive to
the LLM’s capacity. This result is consistent with
Table 1.

4 Analysis

Will G-EVAL prefer LLM-based outputs? One
concern about using LLM as an evaluator is that it
may prefer the outputs generated by the LLM itself,
rather than the high-quality human-written texts.
To investigate this issue, we conduct an experi-
ment on the summarization task, where we com-
pare the evaluation scores of the LLM-generated
and the human-written summaries. We use the
dataset collected in Zhang et al. (2023), where they
first ask freelance writers to write high-quality sum-
maries for news articles, and then ask annotators
to compare human-written summaries and LLM-
generated summaries (using GPT-3.5, text-davinci-



表 2: Topical-Chat ベンチマークにおける各メトリクスのターンレベルのスピアマン(ρ)およびケンドール-タウ(τ)相関。

データセットは3つのカテゴリに分けられる。

1) 人間による審査でGPT-3.5要約より高い評

価を得た人間による審査、2) 人間による審査

でGPT-3.5要約より低い評価を得た人間による

審査、3) 人間による審査でGPT-3.5要約と同

等の評価を受けた人間による審査、である。G

E VAL -4 を用いて各カテゴリの要約を評価し

、平均したスコアを比較する。その結果を図2

に示す。G-E VAL -4は、人間の審査員が人間

が書いた要約も好む場合に、人間が書いた要

約に高いスコアを割り当て、人間の審査員がG

PT-3.5の要約を好む場合に低いスコアを割り

当てていることが分かる。しかし、G-E VAL -

4は、人間が書いた要約を好む場合でも、常に

GPT-3.5要約の方が人間が書いた要約よりも高

いスコアを与えている。この現象の理由とし

て、2つの可能性が考えられる。

1. 高品質なシステムからのNLG出力は、当然な

がら評価が困難である。原著論文の著者らは、

人間が書いた要約とLLMが生成した要約の判断に

関するアノテーター間の一致度は非常に低く、K

rippendorffのαは0.07であったことを明らかに
した。

2. G-E VALは、生成時と評価時に同じ評価基

準の概念を共有する可能性があるため、LLMで

生成された要約に偏りがある可能性がある。

我々の研究は、この問題に関する予備的な研

究として考慮されるべきであり、LLMベースの

2 この実験では、要約タスクの評価におけるG-E VAL -4が優れてい

るため、G-E VAL -4を使用する。GPT-3.5では分布が異なるが、2

つのLLMはテキスト生成の点で類似した挙動を示すはずである。

ヒト GPT-3.5 ヒト GPT-3.5 まとめ まとめ まとめ 
まとめ まとめ まとめ まとめ まとめ まとめ まと

め まとめ まとめ まとめが良い LLM まとめが良い

図2:人間が書いた要約とGPT-3.5の要約のG-E VA

L -4の平均スコアを人間の好みで割ったもの。

評価者は、LLM生成テキストに対する固有のバイアスを

軽減するために、LLM生成テキストに対する固有のバイ

アスを軽減する。我々は、評価スコアを更なるチュー

ニングのための報酬信号として使用した場合、LLMベー

スの評価者がLLMの自己強化につながる可能性があると

いう文脈で、この懸念を強調する。また、これはNLGタ

スクの真の評価基準ではなく、LLMを独自の評価基準に

オーバーフィットさせる結果になる可能性がある。

思考の連鎖の効果 SummEvalベンチマークにおいて

、思考の連鎖(CoT)がある場合とない場合のG-E VA

Lの性能を比較する。表 1 より、CoT を用いた G-
E VAL -4 は、CoT を用いない G-E VAL -4 よりも

、すべての次元で、特に流暢さにおいて高い相関

があることがわかる。このことから、CoTは生成さ

れたテキストを評価するためのLLMにより多くの文

脈とガイダンスを提供し、評価プロセスと結果を

説明するのに役立つことが示唆された。

確率正規化の効果 SummEvalベンチマークにおいて

、確率正規化を行った場合と行わなかった場合のG-

E VALの性能を比較した。表1より、KendallTau相関

では、SummEvalでは確率のあるG-E VAL -4が確率の

ないG-E VAL -4より劣っていることがわかる。



Metrics
Naturalness Coherence Engagingness Groundedness AVG
r ρ r ρ r ρ r ρ r ρ

ROUGE-L 0.176 0.146 0.193 0.203 0.295 0.300 0.310 0.327 0.243 0.244
BLEU-4 0.180 0.175 0.131 0.235 0.232 0.316 0.213 0.310 0.189 0.259
METEOR 0.212 0.191 0.250 0.302 0.367 0.439 0.333 0.391 0.290 0.331
BERTScore 0.226 0.209 0.214 0.233 0.317 0.335 0.291 0.317 0.262 0.273
USR 0.337 0.325 0.416 0.377 0.456 0.465 0.222 0.447 0.358 0.403
UniEval 0.455 0.330 0.602 0.455 0.573 0.430 0.577 0.453 0.552 0.417
G-EVAL-3.5 0.532 0.539 0.519 0.544 0.660 0.691 0.586 0.567 0.574 0.585
G-EVAL-4 0.549 0.565 0.594 0.605 0.627 0.631 0.531 0.551 0.575 0.588

Table 2: Turn-level Spearman (ρ) and Kendall-Tau (τ ) correlations of different metrics on Topical-Chat benchmark.

003).
The dataset can be divided in three categories:

1) human-written summaries that are rated higher
than GPT-3.5 summaries by human judges, 2)
human-written summaries that are rated lower
than GPT-3.5 summaries by human judges, and 3)
human-written summaries and GPT-3.5 summaries
are rated equally good by human judges. We use G-
EVAL-4 to evaluate the summaries in each category,
and compare the averaged scores. 2

The results are shown in Figure 2. We can see
that, G-EVAL-4 assigns higher scores to human-
written summaries when human judges also pre-
fer human-written summaries, and assigns lower
scores when human judges prefer GPT-3.5 sum-
maries. However, G-EVAL-4 always gives higher
scores to GPT-3.5 summaries than human-written
summaries, even when human judges prefer human-
written summaries. We propose two potential rea-
sons for this phenomenon:

1. NLG outputs from high-quality systems are
in natural difficult to evaluate. The authors of
the original paper found that inter-annotator
agreement on judging human-written and
LLM-generated summaries is very low, with
Krippendorff’s alpha at 0.07.

2. G-EVAL may have a bias towards the LLM-
generated summaries because the model could
share the same concept of evaluation criteria
during generation and evaluation.

Our work should be considered as a preliminary
study on this issue, and more research is needed
to fully understand the behavior of LLM-based

2We use G-EVAL-4 in this experiment, because its su-
periority in evaluating summarization tasks. Although it has
different distribution with with GPT-3.5, the two LLMs should
share similar behaviors in terms of text generation.
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Figure 2: Averaged G-EVAL-4’s scores for human-
written summaries and GPT-3.5 summaries, divided
by human judges’ preference.

evaluators to reduce its inherent bias towards LLM-
generated text. We highlight this concern in the
context that LLM-based evaluators may lead to
self-reinforcement of LLMs if the evaluation score
is used as a reward signal for further tuning. And
this could result in the over-fitting of the LLMs to
their own evaluation criteria, rather than the true
evaluation criteria of the NLG tasks.

The Effect of Chain-of-Thoughts We compare
the performance of G-EVAL with and without
chain-of-thoughts (CoT) on the SummEval bench-
mark. Table 1 shows that G-EVAL-4 with CoT has
higher correlation than G-EVAL-4 without CoT
on all dimensions, especially for fluency. This
suggests that CoT can provide more context and
guidance for the LLM to evaluate the generated
text, and can also help to explain the evaluation
process and results.

The Effect of Probability Normalization We
compare the performance of G-EVAL with and
without probability normalization on the Sum-
mEval benchmark. Table 1 shows that, on Kendall-
Tau correlation, G-EVAL-4 with probabilities is



表 3: QAGS ベンチマークにおける各メトリクスのピアソン(r)、スピアマン(ρ)、ケンドール・タウ(τ)相関。

これは、Kendall-Tau相関の計算に関連している

と考えており、一致するペアと不一致のペアの

数に基づいています。確率を除いた直接のスコ

アリングは、多くの同点になり、それらは一致

するものと不一致のいずれともカウントされな

い。これはKendall-Tauの相関を高くするかもし

れませんが、生成されたテキストを評価するモ

デルの真の能力を反映したものではありません

。一方、確率正規化により、生成されたテキス

ト間の微妙な違いをよりよくとらえた、よりき

め細かい連続的なスコアを得ることができる。

これは、G-E VAL -4 の高いスピアマン相関と、

スコアの順位に基づく確率に反映されている。

モデルサイズの影響 SummEvalとQAGSのベンチマ

ークにおいて、モデルサイズを変えた場合のG-E 

VALの性能を比較した。表1および表3より、Topic

al-Chatベンチマークでは、G-E VAL -4はG-E VAL

 -3.5よりも、魅力と接地性を除くほとんどの次

元およびデータセットで高い相関があることがわ

かる。これは、モデルサイズを大きくすることで

、特に一貫性や関連性といった、より困難で複雑

な評価タスクにおいて、G-E VALの性能を向上さ

せることができることを示している。

ngram-based metrics ngram-based metricsとは、

生成されたテキストと参照テキストの語彙的重複

を測定することで、NLGモデルを評価するためのス

コアのことである。BLEU (Papineni et al., 2002

) は機械翻訳評価に最も広く用いられている指標

で、修正N-gram精度の幾何平均と簡潔性ペナルテ

ィを計算するものである。

ROUGE (Lin, 2004) は要約評価のための想起指向

の指標であり、生成された要約と参照要約の集合

の間の n-gram オーバーラップを測定するもので

ある。NLGに関する最近の論文の60%以上は、ROUG

EやBLEUにのみ依存してシステムを評価している

ことが示されている(Kasai et al.、2021)。しか

し、これらのメトリクスは、コンテンツ品質の測

定(Reiter and Belz, 2009)や構文エラーの捕捉(

Stent et al., 2005)に失敗するため、NLGシステ

ムの信頼性を正確に反映することができない。

埋め込みベースメトリクス 埋め込みベースメトリ

クスとは、単語や文の埋め込みに基づいて生成さ

れたテキストと参照テキストとの間の意味的類似

性を測定することによって、NLGモデルを評価する

ためのスコアを指す。WMD (Kusner et al., 2015)

 は、単語埋め込みに基づいて2つのテキスト間の

距離を測定するメトリックである。BERTScore (Zh

ang et al., 2019) は、BERT (Devlin et al., 20

19) からの文脈埋め込みに基づいて、2つのテキス

ト間の類似性を測定する。MoverScore (Zhao et a

l., 2019) は、より堅牢な類似性指標を得るため

に、ソフトアライメントと新しい集約方法を追加

することによってBERTScoreを改善する。(Clark e

t al., 2019) は、文の埋め込みに基づいて生成さ

れたテキストと参照テキストの間の類似度を計算

することによって、複数文のテキストを評価する

メトリックを提案している。

タスク固有の評価者 タスク固有の評価指標とは、

特定のタスク要件に基づいて生成されたテキスト

の品質を測定することによって、NLGモデルを評価

するためのスコアを指す。例えば、要約タスクは

生成された要約の一貫性を評価する必要があり(Kr

yściński et al., 2020



Metrics
QAGS-CNN QAGS-XSUM Average

r ρ τ r ρ τ r ρ τ

ROUGE-2 0.459 0.418 0.333 0.097 0.083 0.068 0.278 0.250 0.200
ROUGE-L 0.357 0.324 0.254 0.024 -0.011 -0.009 0.190 0.156 0.122
BERTScore 0.576 0.505 0.399 0.024 0.008 0.006 0.300 0.256 0.202
MoverScore 0.414 0.347 0.271 0.054 0.044 0.036 0.234 0.195 0.153
FactCC 0.416 0.484 0.376 0.297 0.259 0.212 0.356 0.371 0.294
QAGS 0.545 - - 0.175 - - 0.375 - -
BARTScore 0.735 0.680 0.557 0.184 0.159 0.130 0.459 0.420 0.343
CTC 0.619 0.564 0.450 0.309 0.295 0.242 0.464 0.430 0.346
UniEval 0.682 0.662 0.532 0.461 0.488 0.399 0.571 0.575 0.465
G-EVAL-3.5 0.477 0.516 0.410 0.211 0.406 0.343 0.344 0.461 0.377
G-EVAL-4 0.631 0.685 0.591 0.558 0.537 0.472 0.599 0.611 0.525

Table 3: Pearson (r), Spearman (ρ) and Kendall-Tau (τ ) correlations of different metrics on QAGS benchmark.

inferior to G-EVAL-4 without probabilities on Sum-
mEval. We believe this is related to the calculation
of Kendall-Tau correlation, which is based on the
number of concordant and discordant pairs. Direct
scoring without probabilities can lead to many ties,
which are not counted as either concordant or dis-
cordant. This may result in a higher Kendall-Tau
correlation, but it does not reflect the model’s true
capacity of evaluating the generated texts. On the
other hand, probability normalization can obtain
more fine-grained, continuous scores that better
capture the subtle difference between generated
texts. This is reflected by the higher Spearman cor-
relation of G-EVAL-4 with probabilities, which is
based on the rank order of the scores.

The Effect of Model Size We compare the per-
formance of G-EVAL with different model sizes
on the SummEval and QAGS benchmarks. Ta-
ble 1 and Table 3 show that G-EVAL-4 has higher
correlation than G-EVAL-3.5 on most dimensions
and datasets, except for engagingness and
groundedness on the Topical-Chat benchmark.
This demonstrates that larger model size can im-
prove the performance of G-EVAL, especially for
more challenging and complex evaluation tasks,
such as consistency and relevance.

5 Related Work

Ngram-based Metrics Ngram-based metrics re-
fer to the scores for evaluating the NLG models by
measuring the lexical overlap between a generated
text and a reference text. BLEU (Papineni et al.,
2002) is the most widely used metric for machine
translation evaluation, which calculates the geomet-
ric mean of modified n-gram precision and a brevity

penalty. ROUGE (Lin, 2004) is a recall-oriented
metric for summarization evaluation, which mea-
sures the n-gram overlap between a generated sum-
mary and a set of reference summaries. It has been
shown that more than 60% of recent papers on
NLG only rely on ROUGE or BLEU to evaluate
their systems (Kasai et al., 2021). However, these
metrics fail to measure content quality (Reiter and
Belz, 2009) or capture syntactic errors (Stent et al.,
2005), and therefore do not reflect the reliability of
NLG systems accurately.

Embedding-based Metrics Embedding-based
metrics refer to the scores for evaluating the NLG
models by measuring the semantic similarity be-
tween a generated text and a reference text based
on the word or sentence embeddings. WMD (Kus-
ner et al., 2015) is a metric that measures the dis-
tance between two texts based on the word embed-
dings. BERTScore (Zhang et al., 2019) measures
the similarity between two texts based on the con-
textualized embedding from BERT (Devlin et al.,
2019). MoverScore (Zhao et al., 2019) improves
BERTScore by adding soft alignments and new
aggregation methods to obtain a more robust simi-
larity measure. (Clark et al., 2019) propose a metric
that evaluates multi-sentence texts by computing
the similarity between the generated text and the
reference text based on the sentence embeddings.

Task-specific Evaluators Task-specific metrics
refer to the scores for evaluating the NLG mod-
els by measuring the quality of the generated
texts based on the specific task requirements.
For example, summarization tasks need to as-
sess the consistency of the generated sum-



; Wang et al., 2020; Cao et al., 2020; D

urmus et al., 2020)、対話応答生成タスク

は生成応答の一貫性を評価する必要がある(D

ziri et al., 2019; Ye et al., 2021)。し

かし、これらのメトリクスは他のNLGタスク

に一般化できず、生成されたテキストの全体

的な品質を測定することができない。

統一評価者 近年、入力と出力の内容(Yuan et al.,

 2021)や使用するモデルの変種(Mehri and Eskenaz

i, 2020)を変化させることで、多次元からテキスト

品質を評価する評価者も開発されている。UniEval 

(Zhong et al., 2022) は、QAタスクとしてテキス

ト生成の様々な側面を評価することができる統一的

な評価者である。質問形式を変更することで、様々

な評価タスクを処理することができます。

LLMベースの評価者 Fuら(2023)は、GPT-3のような

生成的な事前学習モデルでテキストを評価する新し

いフレームワークであるGPTScoreを提案している。

これは、生成的な事前学習モデルが、与えられた指

示と文脈に従って高品質の生成テキストのより高い

確率を割り当てることを想定している。Wangら(202

3)は、NLG評価器としてChatGPTを使用する際の事前

調査を実施している。Kocmi and Federmann (2023)

は、機械翻訳タスクの評価にGPTモデルを使用する

ことを提案した。

本論文では、生成されたテキストの品質を評価

するために、思考の連鎖を伴うLLM(CoT)を用い

るフレームワークであるG-E VALを提案する。我

々は、テキスト要約と対話生成という2つの自然

言語処理タスクについて広範な実験を行い、G-E

 VALが最新の評価器を凌駕し、より高い人間の

対応を達成できることを示す。また、LLMベース

の評価者の動作に関する予備的な分析を提案し

、LLMベースの評価者がLLM生成テキストに偏り

を持つという潜在的な問題を浮き彫りにする。

我々は、我々の研究が、LLMをNLG評価に用いる

研究のきっかけとなり、また、LLMを評価者とし

て用いることの潜在的なリスクと課題に対する

認識を高めることを期待している。

▁Gill・ト・サン・エヴ・バネルジー、アロン・ラヴ

ィー2005. Meteor: 人間の判断との相関を改善した m

t 評価のための自動的な指標。機械翻訳および/また

は要約のための内在的および外在的評価尺度に関する
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maries (Kryściński et al., 2020; Wang et al., 2020;
Cao et al., 2020; Durmus et al., 2020), and di-
alogue response generation tasks need to assess
the coherence of the generated responses (Dziri
et al., 2019; Ye et al., 2021). However, these met-
rics are not generalizable to other NLG tasks, and
they are not able to measure the overall quality of
the generated texts.

Unified Evaluators Recently, some evaluators
have been developed to assess text quality from
multiple dimensions by varying the input and out-
put contents (Yuan et al., 2021) or the model vari-
ants (Mehri and Eskenazi, 2020) they use. UniEval
(Zhong et al., 2022) is a unified evaluator that can
evaluate different aspects of text generation as QA
tasks. By changing the question format, it can han-
dle different evaluation tasks.

LLM-based Evaluators Fu et al. (2023) propose
GPTScore, a new framework that evaluated texts
with generative pre-training models like GPT-3. It
assumes that a generative pre-training model will
assign a higher probability of high-quality gener-
ated text following a given instruction and context.
Wang et al. (2023) conduct a preliminary survey
of using ChatGPT as a NLG evaluator. Kocmi and
Federmann (2023) proposed to use GPT models
for evaluating machine translation tasks.

6 Conclusion

In this paper, we propose G-EVAL, a framework of
using LLM with chain-of-thoughts (CoT) to eval-
uate the quality of generated texts. We conduct
extensive experiments on two NLG tasks, text sum-
marization and dialogue generation, and show that
G-EVAL can outperform state-of-the-art evaluators
and achieve higher human correspondence. We
also propose preliminary analysis on the behavior
of LLM-based evaluators, and highlight the poten-
tial issue of LLM-based evaluator having a bias
towards the LLM-generated texts. We hope our
work can inspire more research on using LLMs for
NLG evaluation, and also raise awareness of the
potential risks and challenges of using LLMs as
evaluators.
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要約タスクにおける一貫性の評価

ニュース記事の要約を1つ渡します。

あなたの仕事は、1つの指標で要約を評価することです。

これらの説明をよく読んで、理解した上でください。この文書は、レビュー中は自由に保管

し、必要に応じて参照してください。

全文の集合的な品質に対する一貫性(1-5)。この次元は、構造と一貫性に関するDUCの品質問

題と整合しており、「要約はよく構成され、よく組織されるべきである」と述べている。要

約は単に関連情報の山であるだけでなく、文から文、トピックに関する首尾一貫した情報の

体系へと構築されるべきである。"

1. ニュース記事を注意深く読み、主なトピックとキーポイントを特定する。

2. まとめを読み、ニュース記事と比較する。概要がニュース記事のメイントピックとキーポイントをカ

バーしているかどうか、そして、それらを明確かつ論理的な順序で提示しているかどうかを確認する。

3. 3. コヒーレンスのスコアを1～5で設定する(1が最低、5が最高)。

対話生成タスクにおけるエンゲージメントの評価

あなたは二人の個人間の会話をされます。そして、次のターンの会話で、一つの可能な返答

が与えられることになります。この回答は、興味深い事実に関するものであり、これについ

ても提供される予定である。

あなたのタスクは、1つの指標で回答を評価することです。

これらの説明をよく読んで、理解した上でください。この文書は、レビュー中は自由に保

管し、必要に応じて参照してください。

エンゲージメント (1-3) 鈍い/面白い反応か?

スコアが1(dull)であれば、一般的な回答で鈍い回答であることを意味する。

2(やや面白い)のスコアは、その回答がやや面白いという意味で、会話に参加させることが

できる(例:意見、思考)。

3(興味深い)のスコアは、その回答が非常に興味深い、



A Example Prompts

Evaluate Coherence in the Summarization Task

You will be given one summary written for a news article.

Your task is to rate the summary on one metric.

Please make sure you read and understand these instructions carefully. Please keep this
document open while reviewing, and refer to it as needed.

Evaluation Criteria:

Coherence (1-5) - the collective quality of all sentences. We align this dimension with
the DUC quality question of structure and coherence whereby ”the summary should be
well-structured and well-organized. The summary should not just be a heap of related informa-
tion, but should build from sentence to sentence to a coherent body of information about a topic.”

Evaluation Steps:

1. Read the news article carefully and identify the main topic and key points.

2. Read the summary and compare it to the news article. Check if the summary covers the main
topic and key points of the news article, and if it presents them in a clear and logical order.

3. Assign a score for coherence on a scale of 1 to 5, where 1 is the lowest and 5 is the highest
based on the Evaluation Criteria.

Example:

Source Text:

{{Document}}
Summary:

{{Summary}}

Evaluation Form (scores ONLY):

- Coherence:

Evaluate Engagingness in the Dialogue Generation Task

You will be given a conversation between two individuals. You will then be given one potential
response for the next turn in the conversation. The response concerns an interesting fact, which
will be provided as well.

Your task is to rate the responses on one metric.

Please make sure you read and understand these instructions carefully. Please keep this
document open while reviewing, and refer to it as needed.

Evaluation Crieteria:

Engagingness (1-3) Is the response dull/interesting?

- A score of 1 (dull) means that the response is generic and dull.

- A score of 2 (somewhat interesting) means the response is somewhat interesting and could
engage you in the conversation (e.g., an opinion, thought)

- A score of 3 (interesting) means the response is very interesting or presents an interesting fact

Evaluation Steps:



1. 会話、対応する事実、応答をよく読んでください。

2. 上記の基準に従って、エンゲージメントの度合いを1～3で評価する。

または興味深い事実を示すことを意味します。回答と会話の特定の側面について、あなたの評価

について簡単な説明をしてください。

テキスト要約システムの人間による評価。

事実の一致。事実の一致:原文に裏付けられていない事実の要約は、真実でないか、誤解を

招くか?

要約は事実の矛盾を含んでいるか?



1. Read the conversation, the corresponding fact and the response carefully.

2. Rate the response on a scale of 1-3 for engagingness, according to the criteria above.

3. Provide a brief explanation for your rating, referring to specific aspects of the response and
the conversation.

Example:

Conversation History:

{{Document}}
Corresponding Fact:

{{Fact}}
Response:

{{Response}}

Evaluation Form (scores ONLY):

- Engagingness:

Evaluate Hallucinations

Human Evaluation of Text Summarization Systems:

Factual Consistency: Does the summary untruthful or misleading facts that are not
supported by the source text?

Source Text:

{{Document}}
Summary:

{{Summary}}

Does the summary contain factual inconsistency?

Answer:


